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하이브리드 클라우드 환경에서의 응용 특성 
가중치를 고려한 자원 군집화 기법

(A Resource Clustering Method Considering Weight of 

Application Characteristic in Hybrid Cloud Environment)

오 유 리
†
      김 윤 희

††

                                   (Yoori Oh)           (Yoonhee Kim)

요 약 클라우드의 원하는 자원을 필요한 만큼만 사용하고 지불하는(Pay-per-use) 방식을 이용하여 

과학 응용을 수행하고자 하는 과학자들이 늘어나는 추세이다. 그러나 다양한 특성으로 구성된 클라우드 자

원으로 과학자들은 적절한 자원을 선택하는데 어려움을 겪는다. 이에 따라 자원의 효율적인 활용을 위하여 

과학자가 실험하고자하는 응용의 특성에 따라 동적으로 자원을 분류하는 것이 필요하다. 본 연구에서는 하

이브리드 클라우드 환경에서 응용의 특성을 반영한 자원 군집 분석 기법을 제안한다. 자원 군집 분석은 

자기조직화지도 및 K-평균 알고리즘을 적용하여 유사한 자원을 군집화한다. 제안한 알고리즘을 통해 과학 

응용의 특성을 반영한 유사 자원 군집을 형성하였음을 증명한다. 

키워드: 하이브리드 클라우드, 자기조직화지도, 자원 분류, 응용 특성 가중치

Abstract There are many scientists who want to perform experiments in a cloud environment, 

and pay-per-use services allow scientists to pay only for cloud services that they need. However, it 

is difficult for scientists to select a suitable set of resources since those resources are comprised of 

various characteristics. Therefore, classification is needed to support the effective utilization of cloud 

resources. Thus, a dynamic resource clustering method is needed to reflect the characteristics of the 

application that scientists want to execute. This paper proposes a resource clustering analysis method 

that takes into account the characteristics of an application in a hybrid cloud environment. The 

resource clustering analysis applies a Self-Organizing Map and K-means algorithm to dynamically 

cluster similar resources. The results of the experiment indicate that the proposed method can classify 

a similar resource cluster by reflecting the application characteristics.

Keywords: hybrid cloud, self-organizing map, resource classification, application characteristic 

weight
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1. 서 론

최근 클라우드 컴퓨팅 기술은 인터넷만 연결되어 있

다면 사용자가 필요로 하는 자원을 시간과 공간의 제약 

없이 원하는 만큼 빌려 쓸 수 있다는 특성으로 각광을 

받고 있다. 이러한 클라우드 컴퓨팅 서비스를 제공하는 

회사들은 Amazon EC2[1], Microsoft Window Azure 

[2], KT Ucloud[3], Google Cloud Engine[4], NHN 

Entertainment[5] 등으로 다양하다. 그러나 각 회사들은 

제공하는 자원의 표기법이 서로 상이하여 사용자는 본

인에게 적합한 자원을 선택하는데 이를 조사하고 비교

하는데 많은 시간과 노력을 소비해야 한다. 따라서 클라

우드 서비스 간에 상호호환성을 제공해주는 하이브리드 

클라우드 환경에서 사용자가 클라우드 컴퓨팅 서비스 

제공회사에 관계없이 자원을 선택하기 위해 자원 명세

의 표준화된 표기법이 필요하다. 클라우드 자원은 다양

한 특성으로 구성되기 때문에 과학 응용을 실험하고자 

하는 과학자들 입장에서 응용의 특성에 따라 적합한 클

라우드 자원을 선택하는 것이 어렵다. 따라서 적합한 자

원 선택 등 효율적인 자원 활용을 위하여 자원에 대한 

분류가 필요하다. 한편, 과학자들은 실험에 따라 다양한 

실험의도 및 요구사항을 제출하기 때문에 자원에 대해 

정적인 분류법을 적용하는 것은 불명확한 분류 결과를 

도출할 수 있다. 따라서 응용의 특성에 따라 관점을 달

리하여 상황에 맞게 동적으로 자원의 분류를 변화시킬 

필요가 있다. 동적인 자원 분류는 사용자 요구사항을 충

족시키며 정확하게 필요로 하는 자원추천이 가능하다.

본 논문에서는 하이브리드 클라우드 환경에서 응용 

특성 가중치를 고려한 자원 군집화 기법을 제안한다. 제

안하는 알고리즘을 통해 응용의 특성을 반영한 유사 자

원의 군집을 형성함을 보인다.

본 논문의 구성은 다음과 같다. 2장에서는 클라우드 

자원의 분류에 대한 관련 연구를 소개하고 3장에서는 

자원 군집 분석 알고리즘을 제안한다. 4장에서는 제안하

는 알고리즘의 성능을 평가하기 위해 실험을 진행하고 

그 결과를 분석한다. 마지막으로 5장에서는 본 연구의 

결론을 맺는다.

2. 관련 연구

본 장에서는 클라우드 자원에 대한 다양한 분류에 대

한 관련연구를 소개한다.

다양한 클라우드 컴퓨팅 서비스 제공 회사는 각 회사

의 방침대로 수 많은 서로 다른 성능의 가상 자원을 제

공한다. 이에 따라 클라우드 자원을 분류하는 기법에 대

한 연구들이 진행되고 있다. Chavan[6]는 가상자원을 

군집화 할 때, K-평균 클러스터링 기법을 적용하고 가

상자원에 할당된 메모리를 고려하여 군집을 형성한다. 

해당 연구에서 군집화는 가상 자원의 재구성 및 스케줄

링에 이용된다. 이는 메모리만을 고려하여 군집을 형성

하여, 자원의 다양한 속성을 고려하지 못한다. Wu[7]는 

클라우드 서비스 자원을 베이지안 분류 알고리즘을 이

용하여 분류한다. 자원의 여러 가지 요소의 유사성을 계

산하여 분류한다. 특히, 특정 요소가 분류에 영향을 크

게 주기 위하여 가중치를 고려한 베이지안 식을 이용하

여 특징의 유사성을 계산한다. 그러나 위 연구에서는 실

행하고자 하는 응용에 대한 고려가 없으며 다양한 자원 

자체에 대한 분류를 했다. 안윤선[8]은 제안하는 연구와 

유사한 연구로 인터클라우드 환경에서 응용의 특성을 

고려하여 자원을 동적으로 분류하는 기법을 제안한다. 

해당 연구에서 적용하는 k-modes 알고리즘은 해당 특

성의 값이 같은지의 여부를 확인하여 유사도를 계산한

다. 이는 해당 속성의 값이 같을 때만 유사도에 기여할 

수 있기 때문에 비슷한 속성 값에 대한 반영이 어려워 

두 자원간의 유사도를 파악하는데 부족하다.

3. 응용 특성 가중치를 고려한 자원 군집 분석 

서비스

본 장에서는 응용 특성 가중치를 고려한 자원 군집 

서비스 구조, 알고리즘에 적용한 기법, 자원 군집 분석 

알고리즘에 대해 소개한다.

3.1 응용 특성 가중치를 고려한 자원 군집 서비스 구조

본 연구에서는 응용 특성 가중치를 고려한 자원 군집 

서비스 구조를 제안한다. 하이브리드 클라우드 환경에서 

응용의 특성을 반영하여 자원의 군집을 형성한다.

사용자가 실행하고자 하는 응용을 제출하였을 때, 해

당 응용의 특성을 기반으로 자원 군집을 형성한다. 자원

은 하이브리드 클라우드 자원의 명세를 바탕으로 군집

분석을 진행한다. 실행하고자 하는 응용의 특성을 반영

하여 군집이 형성된다.

자원 군집 분석 서비스는 개인적으로 구축하여 사용

하는 사설 클라우드와 클라우드 컴퓨팅 서비스를 제공

하는 공용 클라우드의 자원을 모두 고려하는 하이브리

드 클라우드 자원에 대해 군집을 형성한다. 이 때, 사용

자가 제출한 응용의 특성을 반영하여 유사한 자원끼리 

군집을 형성하도록 한다.

3.2 자기조직화지도 및 K-평균 군집 분석

자기조직화지도는 대뇌피질을 모델화한 인공신경망의 

일종이다[9]. 이는 자율학습으로 훈련되며 고차원의 데

이터를 일반적으로 2차원인 저차원의 지도를 생성한다. 

이 지도는 입력공간에서 주어진 훈련 샘플에 대한 이산

적인 표현을 나타내며, 입력 공간에 대한 위상 속성을 

보존한다.



하이브리드 클라우드 환경에서의 응용 특성 가중치를 고려한 자원 군집화 기법  483

elbow method[10]는 군집분석 시, 군집의 개수를 결

정하는데 이용하는 방법이다. 형성되는 군집의 개수에 

따라 각 경우에 군집의 중심과 해당 군집에 속한 요소

간의 거리 합을 도출한다. 해당 값이 급격히 감소하다 

군집의 개수가 증가하더라도 많이 감소하지 않은 시점

이 적정한 군집의 개수로 선정한다.

K - 평균 군집분석 알고리즘[11]은 주어진 데이터를 

K 개의 군집으로 묶는 알고리즘으로 각 군집과 거리 차

이의 분산을 최소화 하는 방식이다.

3.3 응용 특성을 고려한 자원 군집분석

응용 특성을 반영한 자원 군집 분석은 크게 두 단계

로 진행된다. 먼저 자기조직화지도를 이용하여 사용자가 

제출한 응용의 실행에 영향을 미치는 특성에 가중치를 

부여하여 군집을 형성한다. 그리고 앞선 결과를 이용하

여 K-means 군집분석을 진행한다. 이 때, elbow 

method를 이용하여 적정 군집개수 k를 결정한다.

알고리즘 1은 자기조직화지도[9]를 이용한 모델 학습 

알고리즘을 나타낸다. 알고리즘을 시작하기에 앞서, 자

기조직화지도[9]를 수행하기 위해서는 출력 뉴런(output 

neuron)의 지도(map) 크기를 설정해야 한다. 또한 학습 

횟수(Iter)와 응용 특성 가중치 우선순위(α)과 학습률(β)

을 설정한다.

현재 반복 횟수 및 모든 연결가중치 벡터(Wij(0))를 

초기화 한다(line 1-2). 입력벡터는 자원리스트로 구성되

어 정규화 과정을 거친 후, 입력 뉴런으로 제시된다. N

은 입력 벡터의 속성 개수이며, 각 속성에 대해 입력뉴

런(Xi(t))과 연결 가중치 벡터(Wij(t)) 사이의 거리 제곱 

합을 도출한다(line 5). 이 때, ki 는 응용의 특성 (AC)

에 대한 가중치로 응용 실행에 영향을 미치는 요소에 

가중치를 곱하여 도출한다. 사용자가 제출한 응용에 가

중치를 부여해야 하는 요소가 여러 개일 경우, 이는 우

선순위(α)에 따라 가중치를 다르게 부여할 수 있다. 도

출된 거리 제곱 합 중 가장 거리가 짧은 승자뉴런을 선

택한다(line 6). 그 승자뉴런과 이웃한 출력 뉴런에 연결

된 가중치들을 갱신한다(line 7). 학습률(β)은 0과 1 사

이의 값을 가지며 연결될 가중치를 갱신하는 정도를 결

정한다.

알고리즘1의 학습된 결과 모델을 이용하여 K-평균 

군집분석[11]을 진행한다. 학습된 결과 모델은 출력 뉴

런이 각각 연결가중치를 갖는다. 이를 K-평균 군집분석

[11]의 입력 값으로 이용하다. 이 때, 군집의 개수를 추

가하며 elbow method[10]를 수행하여 적정 군집개수 K

를 선정한다. Elbow method[10]는 군집의 개수에 따라 

각각 군집 중심과 해당 군집에 속한 요소간의 거리의 

제곱 합(wcss; within cluster sum of squares)을 계산

한다. 군집 개수가 추가되더라도 wcss 값이 크게 감소

하지 않은 경우, 이전의 군집의 개수가 적정 군집 개수

로 선택된다.

4. 실 험

본 연구에서 알고리즘1. 자기조직화지도를 이용한 응

용 특성 가중치 반영 모델 학습을 진행 시, 64개의 출력

뉴런(8*8)을 설정하였으며, 응용의 특성에 대한 가중치

는 2로 설정하였다. 또한 출력뉴런에 연결된 가중치를 

갱신 시 사용되는 학습률은 0.05로 설정하고, 0.01까지 

선형적으로 감소한다. 지정된 학습 횟수는 500번으로 설

정하였다. Elbow method 기반 K-평균 군집 분석을 이

용한 군집 도출 부분에서 이전 군집개수와 wcss 값 차

이가 10미만은 경우를 적정 군집 개수로 선정하였다.

본 연구에서는 사설 클라우드인 Openstack[12]과 공

용 클라우드 제공 회사(Amazon EC2[1], Microsoft 

Window Azure[2], KT Ucloud[3], Google Cloud Engine 

[4], NHN Entertainment[5])의 가상 자원에 대해 자원 

특성 정의를 적용하여 명세하였다. Openstack의 5개 자

원, Amazon EC2의 24개 자원, Microsoft Window 

Azure의 25개 자원, KT Ucloud의 18개 자원, Google 

Cloud Engine의 12개 자원, NHN Entertainment의 13

개 자원으로 총 97개의 클라우드 가상 자원을 명세하였

다. 97개의 클라우드 자원들을 3.3 응용 특성을 반영한 

자원 군집 분석에 따라 분류했다. 각 출력 뉴런은 응용의 

특성을 반영함에 따라 다른 값을 갖게 되어, 해당 특성에 

따라 각각 다른 구성의 클라우드 자원 군집이 형성된다.
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그림 1 가중치를 부여하지 않고 

형성된 군집 결과

Fig. 1 Result of the clusters 

without assigning the weight

그림 2 CFD 응용에 대해 형성된 

자원의 군집 결과

Fig. 2 Result of the clusters for 

the CFD application

그림 3 Montage 응용에 대해 형성된 

자원의 군집 결과

Fig. 3 Result of the clusters for 

the Montage application

제안하는 기법의 우수성을 확인하기 위하여 항공우주 

분야의 비정상 유동해석 역할 시뮬레이션(CFD[13])와 

천문학 분야의 Mosaic 이미지 생성 엔진(Montage[14])

를 대상으로 실험을 진행했다. CFD의 경우, 응용 수행

을 위해 격자의 크기, target time, 반복횟수를 설정할 

수 있다. 본 실험에서 2KB의 격자를 사용했으며, 입력 

파일에서 Target time을 0.5, 최대 반복횟수를 1000001

로 설정했다. 또한 CPU 집약적인 응용으로 CPU를 응

용 특성으로 설정하였다. Montage의 경우, shrink 단계

에서 planes의 크기(15, 10, 5)에 따라 중간/최종 생성데

이터의 크기가 달라진다. 본 실험에서는 15 planes를 사

용하여 실험을 진행하였다. 또한 메모리 집약적인 응용

으로 메모리를 응용의 특성으로 설정하였다.

4.1 응용 특성 가중치를 부여한 군집 분석 결과 

그림 1은 자원의 특성에 가중치를 부여하지 않고 군

집을 형성한 결과를 나타낸다. 그림 2는 계산집약적인 

CFD 응용에 대해 군집을 형성하였으며 이는 vCPU에 

가중치를 부여 하고 군집을 형성하였다. 그림 3은 데이

터 집약적인 Montage 응용에 대해 군집을 형성하였으

며 이는 memory에 가중치를 부여하고 군집을 형성하였

다. 각각의 자기조직화지도 훈련에 의해 형성된 경쟁층

은 다른 출력 벡터를 가지게 된다. 따라서 이에 따라 

K- 평균 군집분석 기법을 사용 하여 군집을 형성하였

으므로 각기 다른 개수의 군집을 형성하였다. 가중치를 

부여하지 않은 경우는 8개의 군집을, CFD 응용을 대상

으로 군집을 형성한 경우는 6개의 군집을, Montage 응

용을 대상으로 군집을 형성한 경우는 7개의 군집을 형

성하였다. Amazon EC2의 r3.2xlarge 자원을 예를 들

어, 이는 가중치를 부여하지 않은 경우, {m4.4xlarge, 

c4.4xlarge, c3.4xlarge, F16}와 하나의 군집으로 형성되

었다. 또한 CPU에 가중치를 부여하는 경우, {m4.2xlarge, 

m4.4xlarge, m3.2xlarge, c4.4xlarge, c3.4xlarge, r3.2 

xlarge, F16}와 하나의 군집을 형성하였으며, memory

에 가중치를 부여한 경우, {m4.2xlarge, m3.2xlarge, 

r3.2xlarge, F8, High-memory6}와 하나의 군집을 형성

하였다. 응용의 특징에 따라 형성되는 자원의 군집이 다

르며, 이는 어떠한 요소에 가중치를 부여하는지에 따라 

동적으로 군집이 형성된다. 군집분석은 응용의 특성을 

반영하여 유사한 속성을 가진 자원을 군집으로 형성하

여 결과를 도출한다.

4.2 군집 내의 실행시간 유사성 비교

두 가지 응용(CFD, Montage)의 군집 내 실행시간 

유사성 비교를 위해 Amazon EC2[1]의 3개 자원(m4. 

xlarge, m4.2xlarge, m3.2xlarge)과 Microsoft Window 

Azure[2]의 2개 자원(A3, F8), Openstack[14]의 2개 자

원(m1.medium, m1.large)에서 CFD 응용과 Montage 

응용을 반복 수행하여 평균 실행시간을 측정하였다.

CFD 응용의 경우, 그림 4와 같이 응용 특성을 반영

한 자원 군집분석 결과에 따라 실제 수행한 위의 자원

들은 3개의 군집으로 분류된다. 군집2는 A3, m4.xlarge

자원이 속하며 각 자원의 평균 실행시간은 140초, 153

초이다. 군집 2의 평균 실행시간은 146.5초이며, 최소값

은 140초, 최대값은 153초이다. 군집 3은 m1.large, m1. 

medium 자원으로 구성되었으며 각 자원의 평균 실행시

간은 85초, 122초이다. 군집 3의 평균 실행시간은 103.5

초이며, 최대값 및 최소값은 각각 122초, 85초이다. 군

집 5는 m3.2xlarge, F8, m4.2xlarge 자원으로 구성되어 

있으며, 각 자원의 평균 실행시간은 45초, 76초, 70초이

다. 군집 5의 경우는 평균 실행시간이 63.67초이며 최소

값 및 최대값은 45초, 76초이다. 같은 군집에 속해 있는 

자원들은 유사한 실행시간을 나타내고, 각 군집의 평균 

실행시간이 달라 유사한 자원끼리 군집을 형성한 것으
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그림 4 CFD 응용의 군집 별 실행시간 측정 결과

    Fig. 4 Result for the execution time of the CFD 

application

그림 5 Montage 응용의 군집 별 실행시간 측정 결과

  Fig. 5 Result for the execution time of the Montage 

application

로 볼 수 있다.

Montage 응용의 경우, 그림 5와 같이 응용 특성을 

반영한 자원 군집분석 결과에 따라 실제 수행한 자원들

은 4개의 군집으로 분류된다. 군집 2의 평균 실행시간은 

401초이며 최소값 및 최대값은 398초, 406초이다. 이는 

A3 자원을 5번 반복 수행하여 얻은 결과이다. 군집 5는 

m3.2xlarge, m4.2xlarge로 구성되어 있으며, 각 자원의 

평균 실행시간은 130초, 153초이다. 군집 5의 평균 실행

시간은 141.5초이며 최대값은 153초, 최소값은 130초이

다. 군집 6은 m4.xlarge, F8자원으로 구성되어 있으며, 

각 자원의 평균 실행시간은 220초, 275초이다. 군집 6의 

평균 실행시간은 247.5초이며 최소값 및 최대값은 각각 

220초, 275초이다. 군집 7은 m1.large, m1.medium으로 

구성되어 있으며 각 자원의 평균 실행시간은 450초, 586

초 이다. 군집 7의 평균 실행시간은 518초이며, 최소값

은 450초, 최대값은 586초이다. 해당 실험에서도 같은 

군집 내의 자원의 실행시간 측정을 통해 유사한 자원끼

리 군집을 형성한 것을 확인할 수 있다.

5. 결론 및 향후 연구

본 연구에서는 하이브리드 클라우드 환경에서 응용의 

특성을 반영한 자원 군집 분석 기법을 제안한다. 자원 

군집 분석은 자기조직화지도 및 K-평균 알고리즘을 적

용하여 유사한 자원을 군집화한다.

제안하는 알고리즘을 기반으로 실제 다양한 클라우드 

서비스 제공자의 자원을 이용해 응용을 수행하고 군집 

내의 자원들의 실행시간은 유사함을 보였다. 향후 연구

로는 클라우드 자원 환경을 추가, 확장하고 제안하는 알

고리즘을 보완하여 적용할 것이다.
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